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摘        要  

影像辨識一直以來都是機器學習的主流之一，傳統機器辨識與訓

練，多採取人工特徵擷取法，然而運用此方法要找出強健的特徵去使

模型學習處理數十百萬的資料是不容易的，隨著深度學習、卷積神經

網路的開發，文字辨識已運用在日常生活各領域，但科學家對此機器

的辨識速度與精準度的要求也不斷提高。 

本研究採用卷積神經網路程式為研究範例，透過田口品質工程的

理念，尋找影響其品質特性之控制因子與變動水準數，製作 L18直交

表制定實驗順序，搭配 Google Colaboratory 軟體執行取得數據，依據

實驗結果計算其 S/N 比，繪製出最佳化控制因子反應圖，其中以輸出

層激勵函數採用 Softmax，池化層為 Pool_size(2，2)，卷積層為 Tanh，

拋棄層為 0.8，隱藏層激勵函數採用 Elu，隱藏層神經元為 256，訓練

方式優化器為 Adam，訓練方式準確率模型為 Binary_Accuracy 為最

佳組合，最後進行確認實驗驗證結果，以最佳化組合平均值為
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0.9971，S/N 比為-0.025，優於其他組合結果，確認該組合為最佳組

合，為以供爾後研究人員做為參考。 

關鍵詞：機器學習、卷積神經網路、田口品質工程 
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Optimizing Convolutional Neural Network by Orthogonal Array-- 

A Case Study of Text Recognition 

Student: Ting-Chang Chang          Advisor: Hai-Wen Lu, Ph.D. 

Master Program: Department of Information Management, College of Science 

and Technology, Nanhua University 

 

Abstract 

Image recognition has been a mainstream topic in machine learning. 

Conventionally, machine recognition and training has been conducted through 

manual feature extraction, which requires completing the challenging task of 

finding robust features for models to learn to read millions of data. Following the 

introduction of deep learning and convolutional neural network, text recognition 

technology has been integrated in daily living. However, the scientific demand 

for the speed and accuracy of machine recognition continues to increase. With 

technology evolving continually, mass data integration and application poses a 

major challenge in machine learning, in which the selection of parameters in 

algorithms is critical. 
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This study will focus on the convolutional neural network program. Through 

Taguchi quality engineering, the control factors to and levels of changes in the 

quality of a convolutional neural network will be explored. An L18 orthogonal 

array will be established to formulate the experiment procedure. Data will be 

collected using Google Colaboratory. Signal-to-noise ratio and quality 

characteristics will be calculated according to the experiment results, and the 

effects of various factors will be explained. The experiment will be repeated with 

the parameters of the control factors adjusted to optimize the factor set. 

 

Keywords: machine learning, convolutional neural network, Taguchi quality 

engineering, Google Colaboratory 
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第一章 緒論 

 

1.1研究背景與動機 

    自從網路發展與智慧產品的問世下，人們逐漸仰賴科技所帶來的

便利性，也同時希望科技的進步可以使得機器亙能貼近人性，所以人

工智慧與機器學習將是未來重要的趨勢之一。目前在全球各個國家已

將人工智慧與機器學習逐漸運用在生活的各個領域上，由於智慧行動

裝置的普及，每分每秒將產生出大量的數位影像資料與數據，若能善

用這些資料數據並透過機器學習，機器將可以沿生出另一種更貼近生

活服務的模式，使得生活更加便利。目前機器手臂、無人機自動駕駛

就是機器學習的成果[1]。 

     在機器學習的領域中，影像辨識是相當廣泛被運用的。由於機

器學習需要大量的資料，而且這些資料必須先行註記，才能訓練機器

透過演算法得到正確結果，如此將大大耗費時間與人力。本研究希望

透過田口式品質工程的理念，找出較能廣泛使用的演算法，提升辨識

度的同時，也可降低生產成本[2]。 

1.1 研究目的 

延續研究背景與動機內容提到，影像辨識已廣泛被運用生活中，
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其中文字辨識是影像辨識領域裡的其中一部份。本論文研究主題為如

何以田口品質工程之方法結合 Google Colaboratory 之軟體並採用

python 機器學習與深度學習特訓班此教材內容程式，找出對於文字

辨識此領域另有其最佳化參數條件。本研究將探討在文字辨識中影響

品質特徵值的控制因子與水準，繪製成田口直交表，利用 Google 

Colaboratory 軟體去取得最佳化組合數據，爾後將其計算出 S/N 比、

反應圖表並選擇最佳化的組合。本研究目的希望透過實驗的成果，可

作為爾後研究人員之參考數據之一。 

1.2 研究架構與流程 

依照研究背景動機與目的，制定研究架構。透過相關文獻的探討研究，

找出本實驗的品質特性與步驟並進行實驗，再依據實驗數據繪製圖表

進行結果分析，最後以分析後的結果作本次實驗的結論。研究架構圖

如圖 1.1 所示。 
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圖 1.1 研究架構圖 
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第二章 相關文獻 

 

2.1 機器學習 

 機器學習(ML)為人工智慧(AI)的一部分，其中是以訓練電腦由資料

庫中反覆運算整理，再根據經驗改善，透過各種演算法來歸納資料庫的

關聯性與模式，進而發展出可精準分析的資料模型；此模型經由存取的

資料與經驗越多，機器學習預測的結果也會越準確。目前機器學習廣泛

運用於日常當中，未來將會成為生活所不可分離的一部分。 

 機器學習擁有不同的學習模式，依照資料的本質與要求之成果，分別

採取監督式、半監督式、非監督式、強化式四種學習模式[2] [3]。 

(一)監督式學習: 

使用資料集將先行註記再輸入機器，讓機器透過演算法學習如何

辨識資料間的差異與相似度，而判斷出準確的結果。 

(二)非監督式學習: 

輸入機器前的資料大多為未註記，機器只能利用資料間關聯性去

進行資料分類整理，其判斷結果與預期結果可能會有所落差。 

(三)半監督式學習: 

介於監督式學習與非監督式學習方式之間，輸入機器前將輸入的
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資料少量先行註記，再讓系統進行運作，此學習模式可使機器提升學

習速度，使其判斷的結果更加準確。 

(四)強化式學習: 

輸入機器前的資料與非監督式學習同樣多為未註記，機器採取結

果的好壞不斷反饋，透過演算法逐步修正，將取得最佳利益的結果。 

2.2 深度學習 

深度學習為機器學習其中的分支，透過模仿人腦神經網路的運作方式，

使用多層次的方式來擷取資料的特徵，獲取有用的訊息並解決問題。相

比機器學習之下，深度學習無須人工資料註記與分類，以建構類神經網

路的方式執行部分學習後，人工智慧就可自行進行高度的機器學習。目

前深度學習已應用於視覺辨識、語音識別等領域，而最常見的架構分別

為: 深度神經網路 DNN(Deep Neural Network)、卷積神經網路

CNN(Convolutional Neural Network)、遞迴神經網路 RNN(Recurrent 

Neural Network)。其中以卷積神經網路CNN最常運用其影像辨識上[2]。 

以圖 2-1 所示: 
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圖 2-1 深度神經網路 

資料來源: http://tensorflowkeras.blogspot.com/ 

 

2.3 卷積神經網路 

 卷積神經網路(CNN)又被稱為 CNNs 或 ConvNets，是目前深度神經

網路領域用來做影像處理發展的主力。在傳統神經網路辨識與訓練，多

採取人工特徵擷取法，然而運用此方法要找出強健的特徵去使模型學習

處理數十百萬的資料是不容易的，除此之外，資料通常包含水平、垂直、

顏色等二維或三維資訊，而傳統神經網路輸入處理為一維資料，故在影

像處理中將受到極大限制。卷積神經網路較傳統神經網路於架構上最大

差異為前者多建置卷積層、池化層與連接層三層。此神經網路透過卷積

與池化兩方式自主學習擷取其資料特徵，並以權重共享的特點，考量的

參數比起其餘神經網路更少，訓練速度更快，最後再透過全連接層分類
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出結果[4] [6]。以圖 2-2 所示: 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

圖 2-2 卷積神經網路釋義圖 

 

(一)卷積層 

卷積層主要目的是為了保留輸入圖像的空間排列，並取得局部圖

像作為輸入特徵，其原理以圖像的每一點為中心，透過不同的卷積核

對點進行卷積運算，以由上而下、由左至右滑動的方式，計算其加權

總和，加權總和結果會再加上激勵函數進行非線性轉換，最後得出特

徵圖[2] [6]。以圖 2-3 所示: 
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圖 2-3 卷積運算釋義圖 

 

(二)池化層 

池化層會將卷積層所產生的特徵圖加以保留其特徵，雖然會使原

特徵圖縮小，但可提高神經網路之運算速度，擁有抗雜訊功能。一般

池化層常用的方式有最大池化(Max Pooling)與平均池化(Average 

Pooling)，其滑動運算類似卷積層運算方式，兩者差異於池化層滑動

方式並不會覆蓋前一覆蓋處，並取覆蓋處之最大值或平均值[2] [6]。

以圖 2-4 所示: 
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圖 2-4 池化運算釋義圖 

 

(三)全連接層 

輸入圖像經過卷積層與池化層的運算後，將原本三維特徵圖降維

至一維的特徵向量進入全連接層，全連接層將透過隱藏層來進行特徵

分類，通常使用 softmax 激勵函數來進行輸出預測，再經過反向傳播

訓練得到最終判斷[2]。以圖 2-5 所示: 
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圖 2-5 全連接層運算釋義圖 

 

2.4 激勵函數 

 類神經網路的發明構想原至於生物的神經網路，科學家為了使機器可

模仿神經網路裡傳遞訊息的神經元，在運算模型中加入激勵函數，如此

輸入值便會經過無數激勵函數的運算，得到最終的結果。最初的類神經

網路模型屬於二分法的感知器，感知器僅能處理線性問題，而事實上所

有的問題大部分皆屬於非線性問題，因此逐漸發展出不同非線性激勵函

數來改善神經網路的學習方法。本實驗主軸以不同激勵函數來作為控制

因子的水準，以下將逐一介紹其激勵函數。 

 (一)Sigmoid 

屬於初期神經網路運用最廣泛的激勵函數，其優點具有非線性可
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微分的特性，任何變數經過 Sigmoid 接收輸出後皆可控制[0,1]之間，

方便訓練模型做二分法，缺點為其一是運算時間較耗時；其二為神經

網路進行誤差反向傳遞時，需不斷以導數形式回傳來改變權重參數，

隨著網路層數遽增，導數後將趨近於 0，訊息將無法進行反向傳遞，

稱為梯度消失。其三輸出不是 zero-centered ，在誤差反向傳遞時，

權重的更新將影響模型收斂速度。 

 (二)Tanh 

相比 Sigmoid 函數之下，Tanh 輸出屬於 zero-centered，故收斂

速度較 Sigmoid 快，但還是有梯度消失與運算時間較慢的缺點。 

(三)Softmax 

對應 Sigmoid 二分類函數比較起來，Softmax 屬於多分類函數，

而分類出的數值結果會以相對概率呈現，且所有輸出的概率和為 1，

概率越大者，代表離目標值越高。 

 (四)Relu 

其中文全名為線性整流函數，是近代神經網路最常使用的激勵函

數，相比 Sigmoid 與 Tanh 函數，在計算方面上更加簡單，就以 Relu

導數來說，輸入值大於 0，輸出值為 1；輸入值小於 0，輸出值為 0，

如此Relu函數可解決正區間梯度消失的缺點，故收斂速度較兩者快。
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但相對來講，負區間的輸出值為 0在進行反向傳遞時，也將會影響到

部分對應參數的更新，進而造成神經元喪失功能(Dead relu)。 

 (五)Elu 

為其改善 Relu 函數的缺點，Elu 函數計算加入可調整的指數項，

使得在保有 Relu 函數的優點情況下，也使得負區間的數值可被控制

並利用。 

2.5 優化器(Optimizer) 

神經網路進行誤差反向傳遞時，常以梯度下降法(導數)的方式回傳，

藉此改變權重降低誤差，由於回傳參數的不同所因應的權重也不盡相同，

所以優化器的選擇對於自適應學習率影響是相當大的。本研究選擇 

Adam、Adadelta、Adagrad 三種不同優化器，藉此研究何種優化器較適用

於本實驗。 

2.6 準確率 (Accuracy) 

 機器學習中的準確率代表著運算模型的好壞，故本研究採用 Keras 開

源神經網路資料庫中的 Accuracy、Binary_Accuracy、Categorical_Accuracy

三種準確率作為因子，以探討準確率的不同將帶給研究數據有何種變

化。 
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2.7 田口品質工程 

 田口品質工程是由田口玄一博士在 1950 年代為了改善工程品質所提

出的方法，其核心思想是以穩健性的設計，降低產品在製造過程中受到

外部雜訊或不可控制因數的干擾，達到低成本、高質量的品質工程。 

一般來說，品質工程分為線上與線外兩部分:線上品質工程大部分運

用改善其產品製程；線外品質工程則是注重於改善其產品製程的設計，

對此兩者相較之下，線外品質工程對產品改善較線上品質工程的程度較

顯著。田口品質工程屬於後者，並進一步地將其設計分為三個階段[8]: 

(1) 系統設計:以整合當下的技術與系統做為考量，將產能需求盡可

能達到最佳化的設計方式 

(2) 參數設計:以更改系統設計參數的方式，得知控制因子最佳化組

合，使系統能在雜音因子影響下，依舊能保持其穩健性。 

(3) 公差設計:調整公差範圍的參數，以取得產品品質與產品成本之

間的最大利益平衡。 

2.8 品質損失函數 

 田口玄一博士對於品質損失的定義為:當產品出產之後，產生偏離原

產品機能之外的變異作用，都稱作品質損失。品質損失越少，代表產品

品質越高，與產品機能的目標值越接近 ；反之，品質損失越高，代表產
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品品質越低，與產品機能的目標值越偏遠。根據產品的不同，其目標值、

品質特性也不盡相同。其中品質特性分為望大特性、望小特性、望目特

性三種[2] [7] [10]。以下介紹品質損失函數[10]如表 2-1 與品質特性表[7]

如圖 2-6 所示: 

表 2-1 品質損失代號與含意 

品質損失代號 含意 

L 品質損失 

y 品質特性 

k 損失係數 

m 品質特性目標值 

𝐴0  平均品質損失 

∆0  消費者容忍限度 

m±∆0 機能極限 

其中 k=𝐴0/∆0
2 

 

(1) 望大特性（Larger The Better，LTB） 

產品品質特性 y 越大，代表其品質越佳，損失越小，理想目標值

m=∞，其品質損失函數為(2.1)式所示。 

 

 (2.1) 

                                         

(2) 望小特性（Smaller The Better，STB） 

產品品質特性 y 越小，代表其品質越佳，損失越小，理想目標值

m=0，其品質損失函數為(2.2)式所示。 
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                      (2.2) 

 

(3) 望目特性（Nominal The Best，NTB） 

產品品質特性 y 越接近 m，代表其品質越佳，損失越小，理想目

標值 m=y，其品質損失函數為(2.3)式所示。 

 

(2.3) 

 

 

圖 2-6 品質特性表 

 

2.9 訊號雜音比（Signal-to-Noise，S/N 比） 

 田口玄一博士利用訊號雜音比設計其品質工程，目的是為了最大化可

控制訊號(Signal)，並將不可控制訊號(Noise)最小化，以求達到品質最

佳穩健性。由於訊號雜音比源自通訊工程，故以統計方式表達以(2.4)式

所示。 
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(2.4) 

 

               

若訊號雜音比越大，表示品質特性平均數與目標值較接近，品質越穩定，

其變異數較小，品質損失越少。而訊號雜音比也因品質特性分為望大特

性、望小特性、望目特性[2] [9] [10]。表 2-2 為訊號雜音比公式[10] 

表 2-2 訊號雜音比公式 
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第三章 研究方法 

 

 本研究採用卷積神經網路程式為實驗範例，透過田口品質工程的

理念，制定流程尋找影響其品質特性之控制因子與變動水準數，依照

控制因子計算自由度選擇直交表來排定實驗順序，搭配 Google 

Colaboratory 軟體執行取得實驗數據，調整控制因子的水準反覆進行

實驗，依據實驗結果計算其 S/N 比與品質特性，繪出最佳化因子平均

值反應圖與最佳化因子 S/N 比反應圖來解釋各因子對其品質特性其

影響，最終求得控制因子最佳化組合。本實驗採取田口實驗方法，其

步驟如圖 3-1 所示: 

圖 3-1 實驗架構圖 
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3.1 決定實驗品質特性 

 本實驗採用 python 機器學習與深度學習特訓班教材卷積神經網路程

式為實驗範例，其輸出準確率即是本實驗之品質特性，其品質特性採取

望大特性，故輸出準確率越高，代表品質特性越佳。本實驗方法將藉由

不同的控制因子的特性與組合，依照田口直交表的排列做量化數據分析，

取得最佳化組合數據。 

 

3.2 決定影響品質特性之控制因子與其變動水準數 

 本實驗以卷積神經網路中的卷積層、池化層、輸出層、拋棄層、隱藏

層與訓練方式六個部分做為控制因子，其中隱藏層與訓練方式又各有兩

種控制因子，故本實驗共有八個控制因子。以下逐一介紹各個控制因子

與其水準數: 

 (1).控制因子 A 為輸出層: 

採用 Softmax 與 Sigmoid 兩種激勵函數作為水準。 

(2).控制因子 B 為池化層: 

採用 Pool_size 設定 (2，2) 、(3，3)、 (4，4) 三種縮減比例作為

水準。 

(3).控制因子 C 為卷積層: 

採用 Relu、Elu 與 Tanh 三種激勵函數作為水準。 
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(4).控制因子 D 為拋棄層: 

在機器學習中，為了防止機器將不必要的樣本特徵作為特徵判斷，

而產生的過擬合現象，導致模型準確率下降，故採用拋棄 20％、

60％與 80％ 三種比例作為水準。 

(5).控制因子 E 為隱藏層 1: 

採用 Relu、Elu 與 Tanh 三種激勵函數作為水準。 

(6).控制因子 F 為隱藏層 2: 

採用改變神經元的數目為 128、256、512三種作為水準。 

(7).控制因子 G 為訓練方式 1: 

採用 Adam、Adadelta、Adagrad 三種優化器作為水準。 

(8).控制因子 H 為訓練方式 2: 

採用 Accuracy、Binary_Accuracy 、Categorical_Accuracy 三種準

確率作為水準。 

依照各個控制因子與水準繪製成圖表，如表 3-1 所示。 
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表 3-1 實驗品質控制因子與其水準參數 

控制因子 代

號 

水準 1 水準 2 水準 3 

輸出層 

(激勵函數) 

A Softmax Sigmoid  

池化層 

(Pool_size) 

B (2，2)  (3，3) (4，4) 

卷積層 

(激勵函數) 

C Relu Elu Tanh 

拋棄層 

(Dropout) 

D 0.2 0.6 0.8 

隱藏層 1 

(激勵函數) 

E Relu Elu Tanh 

隱藏層 2 

(Units) 

F 128 256 512 

訓練方式 1 

(Optimizer) 

G Adam Adadelta Adagrad 

訓練方式 2 

(Metrics) 

H Accuracy Binary_Accuracy Categorical_Accuracy 
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3.3 計算自由度並套用適合的直交表 

 田口直交表需透過計算總自由度來選擇實驗所適合的模型，自由度之

計算方式採取各項因子的水準數減一，並將所有計算出的結果得總自由

度，本實驗總自由度計算方式如下: 

A 因子自由度=2-1=1 

B 因子自由度=3-1=2 

C 因子自由度=3-1=2 

D 因子自由度=3-1=2 

E 因子自由度=3-1=2 

F 因子自由度=3-1=2 

G 因子自由度=3-1=2 

H 因子自由度=3-1=2 

合計總自由度=1+2*7=15 

由於選擇田口直交表時必須注意其行數是否大於總自由度，故本實驗

採用 L18(21𝑋37)直交表，代表共 18 組實驗，包含 2 水準因子 1 個，3 水

準因子 7 個。如表 3-2 所示。 
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表 3-2 L18 田口直交表 

 
 

3.4 執行實驗並收集數據 

 本實驗使用 Google Colaboratory 軟體執行範例程式，透過 L18 直交表

的排序，依序執行實驗順序，為了增加數據之準確性，採取量化方式，

以每組實驗執行十次，共一百八十組，並將每次實驗數據統計並製作出

圖表來分析實驗結果。實驗步驟如下: 
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(1)開啟用 Google Colaboratory 軟體，輸入範例程式，如圖 3-1 所示: 

 

圖 3-2 執行實驗畫面(1) 

(2)為加快每次實驗速度，於筆記本設定硬體加速器為 GPU，如圖 3-2 所 

示: 
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圖 3-3 執行實驗畫面(2) 

(3)實驗執行後所得結果如圖 3-3 所示: 

 

圖 3-4 執行實驗畫面(3) 
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(4)將一百八十筆實驗結果以 Excel 統計繪製紀錄表。如表 3-3 所示 

表 3-3 卷積神經網路實驗準確率紀錄表 

 

 

 

 

 

 

 

 

 

 

 

 

3.5 依據實驗結果計算 S/N 比、平均值與繪製其反應圖，找出最 

佳化控制因子組合  

 本實驗結果採取準確率最佳化，平均值計算方式為每項實驗加總除以

該項實驗次數得之，平均值越大代表準確率越高，而 S/N 比則透過望大

特性公式計算，S/N 值數值越大代表準確率高。如表 3-4 所示: 
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表 3-4 S/N 比與平均值計算結果 

 

 

利用 S/N 比與平均值計算結果，以每一因子與各水準為單位，按照直

交表的排序將其 S/N 比或平均值加總後再取平均值，依序求得最佳化因

子 S/N 反應表與最佳化因子平均值反應表，詳見表 3-5 與表 3-6，爾後再

以反應表繪製出最佳化因子 S/N 反應圖與最佳化因子平均值反應圖，如

圖 3-5 與圖 3-6 所示: 

 

表 3-5 最佳化因子 S/N 反應表 
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表 3-6 最佳化因子平均值反應表 

 

 

 

 

 

 

 

 

 

 

 

 

 

圖 3-5 最佳化因子 S/N 反應圖 
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    圖 3-6 最佳化因子平均值反應圖 

由最佳化因子 S/N反應圖與最佳化因子平均值反應圖兩圖對照相

比較下，最佳化因子平均值反應圖對於控制因子 D、E 兩因子差異較

不顯著，而最佳化因子 S/N 反應圖控制因子 D、E 兩因子較為顯著差

異，故採用最佳化因子 S/N 反應圖作為最佳化因子選取，其最佳化組

合為A1B1C3D3E2F2G1H2。 
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第四章 實驗結果分析 

 

經實驗結果進行最佳化控制因子組合確認實驗。以本實驗原範例

程式的控制因子採用A1B1C1D1E1F2G1H1，輸出層激勵函數採用

Softmax，池化層為 Pool_size(2，2)，卷積層為 Relu，拋棄層為 0.2，

隱藏層激勵函數採用 Relu，隱藏層神經元為 256，訓練方式優化器為

Adam，訓練方式準確率模型為 Accuracy。以最佳因子預測式計算

最初 S/N比與平均值。 

 

S/N𝑖𝑛𝑖𝑡𝑎𝑙  =η̅+(η̅
𝐴1

−η̅)+(η̅
𝐵1

−η̅)+(η̅
𝐶1

−η̅)+(η̅
𝐷1

−η̅)+(η̅
𝐸1

−η̅)+(η̅
𝐹2

−η̅)+(η̅
𝐺1

−η̅) 

+(η̅
𝐻1

−η̅) 

=η̅
𝐴1

+η̅
𝐵1

+η̅
𝐶1

+η̅
𝐷1

+η̅
𝐸1

+η̅
𝐹2

+η̅
𝐺1

+η̅
𝐻1

-7 η̅ 

= -3.82402-2.28179-6.42002-5.74603-6.02146-3.59168-1.04293-6.47035 

-7(-5.36505) 

=2.157076(db) 

 

 μ𝑖𝑛𝑖𝑡𝑎𝑙  =μ̅+(μ̅𝐴1 −μ̅)+(μ̅𝐵1 −μ̅)+(μ̅𝐶1 −μ̅)+(μ̅𝐷1 −μ̅)+(μ̅𝐸1 −μ̅)+(μ̅𝐹2 −μ̅)+(μ̅𝐺1 −μ̅) 

+(μ̅𝐻1 −μ̅) 

=μ̅𝐴1+μ̅𝐵1+μ̅𝐶1+μ̅𝐷1+μ̅𝐸1+μ̅𝐹2+μ̅𝐺1+μ̅𝐻1-7 μ̅ 

   = 0.770318+ 0.805747+ 0.591908+ 0.657585+0.652128+ 0.739412+ 0.90885 

+ 0.558517-7* 0.659766 

   = 1.066106 

   

 本實驗結果的最佳控制因子採用A1B1C3D3E2F2G1H2，輸出層激

勵函數採用 Softmax，池化層為 Pool_size(2，2)，卷積層為 Tanh，拋

棄層為 0.8，隱藏層激勵函數採用 Elu，隱藏層神經元為 256，訓練方
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式優化器為 Adam，訓練方式準確率模型為 Binary_Accuracy。以最佳

因子預測式計算最佳 S/N比與平均值。 

 

S/NOptimizer =η̅+(η̅
𝐴1

−η̅)+(η̅
𝐵1

−η̅)+(η̅
𝐶3

−η̅)+(η̅
𝐷3

−η̅)+(η̅
𝐸2

−η̅)+(η̅
𝐹2

−η̅)+(η̅
𝐺1

−η̅) 

+(η̅
𝐻2

−η̅) 

=η̅
𝐴1

+η̅
𝐵1

+η̅
𝐶3

+η̅
𝐷3

+η̅
𝐸2

+η̅
𝐹2

+η̅
𝐺1

+η̅
𝐻1

-7 η̅ 

= -3.82402 -2.28179 -3.86189 -4.27163 -4.59255 -3.59168 -1.04293 

-2.59254-7*(-5.36505) 

= 11.49633(db) 

 

 μOptimizer=μ̅+(μ̅𝐴1 −μ̅)+(μ̅𝐵1 −μ̅)+(μ̅𝐶3 −μ̅)+(μ̅𝐷3 −μ̅)+(μ̅𝐸2 −μ̅)+(μ̅𝐹2 −μ̅)+(μ̅𝐺1 −μ̅) 

+(μ̅𝐻1 −μ̅) 

= μ̅𝐴1+μ̅𝐵1+μ̅𝐶3+μ̅𝐷3+μ̅𝐸2+μ̅𝐹2+μ̅𝐺1+μ̅𝐻1-7 μ̅ 

     = 0.770318+ 0.805747+ 0.729452+ 0.671215+ 0.656288+ 0.739412+ 0.90885 

+ 0.768005 

= 1.430927 

 

  將最佳化因子組合與原範例程式的控制因子組合兩者皆以最佳

化因子預測式計算結果相比: 

S/N比增益差:11.49633-2.157076=9.339254(db) 

平均值差:1.430927-1.066106=0.364821 

得知本實驗最佳化因子組合可提高原現行因子組合之準確率，同時提

升卷積神經網路之辨識率。 
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  確認實驗主要針對最佳化因子組合再次以實驗方式去得知其準

確率，得知後的結果與直交表實驗中最佳準確率第九組因子組合相比，

進一步確認何者為最佳化因子組合。最佳化因子實驗數據如表 4-1 所

示: 

 

表 4-1 最佳化因子實驗數據 

 

 

 直交表實驗中數據以第九組因子組合準確率為最佳，相比最佳化因

子組合之下，最佳化因子組合在S/N比與平均值皆優異於第九組因子組合，

故可再次確認此組合乃是最佳化因子組合，且以十次實驗數據相比得知，

準確率數值差異不大，故得知此最佳化因子組合也同時具備穩定性。  
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第五章 結論 

 

 文字辨識是機器學習發展以來，一直不斷追求進步的技術之一，早期

辨識技術大多是屬於監督式學習，透過大量的資料註記，才能提高機器

辨識的準確度，如此一來將會提高人力成本，且因為早期機器學習的演

算法大多是屬於線性計算，而現實中的辨識物大多屬於非線性，故早期

的機器辨識準確度一直無法提升，自深度學習卷積神經網路演算法問世

之後，文字辨識技術大幅提升，發展至今文字辨識的方式也越發普遍，

目前以光學自元辨識 OCR 最為主流，各種 OCR 辨識軟體如雨後春筍般

的開發出來，就連 Google 與通訊軟體 Line 都加入其中行列，其操作簡單

也方便。而在各種辨識軟體競爭下，若以消費者角度來從中選擇其一，

軟體的辨識度準確率將是最為重要的一環。 

 軟體準確率主要來自於卷積神經網路演算法的設計為主，本研究選擇

透過田口品質工程的理念，設立直交表，找出控制因子激勵函數最佳化

組合，藉此提升卷積神經網路演算法準確率。為了證明最佳化因子組合，

本實驗最後以最佳化因子組合結果交叉比對最初程式控制因子組合與直

交表第九組控制因子組合兩次，結果最佳化因子組合皆優於兩者，再次

確認田口實驗方式確實能尋找出最佳化控制因子與透過實驗結果的最佳
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化組合確實能提升卷積神經網路演算法之準確率，具有參考實用性。 
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